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3

随机作业优化调度策略

  

合理有效的作业调度是云计算系统性能优化和资源管理的前提。本章结合队列

理论设计了一种细粒度的云计算系统模型。该模型由相互作用并协同工作的多个子

模型构成,能够准确分析动态变化的云计算环境性能。本章提出了一种基于强化学习

的用户作业调度算法,算法在各虚拟机资源占有量不变的约束下,以作业响应时间最

小化为优化目标,通过作业的合理调度,提高了资源利用率和服务质量。实验结果不

仅证明了该作业调度算法的有效性,而且深刻揭示了云计算环境中各性能指标,如达

到率、服务率、虚拟机数量、队列长度等之间的关系。

3.1 引言

云计算是分布式计算、并行计算、效用计算、网络存储、虚拟化、负载均衡、热备份

冗余等传统计算机和网络技术发展融合的产物。区别于传统的网络服务平台,云计算

提供一种按使用量付费的服务模式,这种模式提供可用的、便捷的、按需的网络访问,

进入可配置的计算资源共享池(资源包括网络、服务器、存储、应用软件、服务),这些资

源能够被快速提供,只需投入很少的管理工作,或与服务供应商进行很少的交互。云

计算的应用服务主要包括以下3种:
 

基础设施即服务(Infrastructure-as-a-Service,IaaS)、

平台即服务(Platform-as-a-Service,PaaS)和软件即服务(Software-as-a-Service,SaaS)。

如何在动态变化的云计算环境下合理有效地调度用户作业,提高资源利用率成为

云计算服务必须解决的关键问题。虚拟化技术支持多个逻辑上独立的应用共享同一

节点的物理资源,为提高节点利用率提供了可行的解决方案。但是,当前大多数数据
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中心往往根据虚拟机对资源的峰值需求来决定集群的配置方案,而峰值需求远大于常

态需求,所以仍难以有效提高资源利用率。

虚拟化技术将云计算物理资源等底层架构进行抽象,使得设备的差异和兼容性对

上层应用透明,从而允许对云底层千差万别的硬件资源进行统一管理。此外,虚拟化

技术简化了应用编写工作,使得开发人员可以仅关注业务逻辑,而无须考虑底层资源

的供给与调度。通过虚拟化技术,单台物理服务器可以支持多个虚拟机运行多个操作

系统和应用,这些应用服务驻留在各自的虚拟机上,形成一定的隔离,一个应用的崩溃

不至于影响到其他应用的运行。最后,虚拟机的易于创建使得应用可以拥有更多的虚

拟机来进行容错和灾难恢复,从而提高了自身的可靠性和应用性。但是,虚拟化技术

的引入并没有减少云计算相关配置管理的复杂性。事实上,多虚拟机运行在同一物理

计算基础设施上,增加了管理的难度。最终虚拟化技术仍然不能担保系统资源利用

率,同时绝大部分现有工作仅能应用在小规模环境中而且难以扩展。

为了评估各种云计算平台性能,目前最常见的方式是采用队列理论或其他统计模

型,其中响应时间是最重要也是最常用的服务等级协定(Service-Level-Agreement,

SLA)性能指标之一。另外,市面上主要的云服务提供商(例如,亚马逊的EC2、微软的

Azure等)通常以小时为单位进行计费。因此无论不同的云计算模型侧重点有何不

同,都需要在一定的资源占用率的约束下优化响应时间。然而目前文献中采用的主要

方法是将整个云计算平台建模为单个队列模型,这种分析模型过于简单、难以扩展而

且求解困难。

因此,深入研究云环境下作业调度机制不仅具有理论需要,而且具有重要的应用

价值。本章的主要贡献总结为:
 

首先设计了复杂云数据中心中不同运行阶段对应的不

同子模型;
 

其次根据队列理论分析了用户作业的响应时间;
 

然后使用强化学习实现了

用户作业优化调度算法;
 

最后根据用户工作量和云平台编号,自适应调整系统资源。

本章剩余内容组织如下:
 

3.2节对相似研究进行介绍;
 

3.3节介绍了系统模型,包

括作业调度子模型(Task
 

Schedule
 

Submodel,TSSM)、作业执行子模型(Task
 

Execute
 

Submodel,TESM)和作业传输子模型(Task
 

Transmission
 

Submodel,TTSM);
 

基于

设计的系统模型,3.4节中使用强化学习实现了作业调度算法,并使用状态聚合技术加

速了算法收敛;
 

3.5节进行算法分析与比较;
 

3.6节对整章进行总结并指出接下来的

研究方向。
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3.2 国内外研究现状

作为目前最热门的研究领域,云计算吸引了大量科研人员的广泛关注,但使用严

格的数学分析方法进行系统性能分析的还较少。当进行各种云计算平台性能分析时,

目前最常见的方式是采用队列理论或其他统计模型,以响应时间作为最重要的性能衡

量指标,而且响应时间也是最常用的服务等级协定性能指标之一。根据侧重点不同,

使用队列理论进行系统性能分析的文献可被分为以下几类。

3.2.1 理论分析

使用队列理论进行云计算平台建模,最简单的模型为 M/M/1队列系统。但由于

云环境下用户与服务提供商直接的动态交互,以及虚拟机资源的动态变化,M/M/1队

列系统模型忽略了太多系统细节而无法直接使用。但该模型为队列理论为云计算系

统分析奠定了理论基础。Yany等假设用户作业到达间隔和服务时间均为指数分布,

将云计算平台建模为M/M/m/m+r队列系统,基于该系统模型分析得出了平均服务

率、响应时间分布等重要指标的解析表达式。但该模型假设用户作业的等待时间、服

务时间和执行时间等均为独立同分布的,这与实际情况不符。Liu等采用马尔可夫请

求队列模型,分析了虚拟机资源竞争和服务器宕机情况下云计算系统性能指标,而且

该文献中没考虑到缓存队列长度的限制。

真实环境下的统计分析结果表明,云作业的到达间隔和服务时间通常不满足指

数分布。Khazaei等深入研究了这一问题。研究假设服务时间满足独立同分布,并

将云平台建模为 M/G/m/m+r队列模型,基于该模型分析了云环境下的系统性能

指标。

3.2.2 能耗管理

Yao等针对大规模、地理分散的数据中心的路由决策和服务管理问题,将数据中

心建模为m 个平行和交互的队列系统,并设计了两阶段的前向规模控制算法进行费

用和能耗优化。
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3.2.3 资源分配

Gao等针对云数据中心能耗和性能混合优化问题,设计了一种动态资源分配策

略,通过动态的电压、频率调整和服务担保,降低了能耗并提高了应用层性能。Suresh

等设计了一种基于M/G/1队列理论的资源分配算法,该算法通过云资源的回收机制,

能够根据作业到达率的变化确保用户作业响应时间满足要求。相关工作也被扩展到

多媒体云和大规模 Web服务中。Tesauro等首次将强化学习引入云计算资源分配之

中,该算法的创新主要包括:
 

(1)
 

算法初始学习阶段使用预设值策略;
 

(2)
 

神经网络对Q 值表的近似。

Julien等针对用户作业、目标函数和基础设计,开发了一款通用的强化学习架构。

Alexander等针对大学数据中心,设计了一种弹性Q 学习策略进行科学工作流调度。

Bu等设计了一种基于强化学习进行多层 Web服务系统参数自配置算法。实验结果

表明,该算法能够根据工作量和虚拟机资源自适应配置 Web系统。

区别于目前的研究成果,本章设计了一种云计算环境下结合强化学习和队列理论

的用户作业调度算法。算法引入相互交互的子模型,该模型涵盖了云数据中心的主要

特性,包括用户请求达到率、虚拟化资源和弹性资源供给。通过对该模型的分析,可得

到云计算系统的重要性能指标,例如,用户作业阻塞率、平均等待时间等。

3.3 系统模型

由于云计算平台的动态变化和复杂性,仅使用单队列模型很难进行系统分析和扩

展。本章借鉴文献,重新设计了云计算系统模型,该模型由相互作用并协同工作的多

个子模块构成,包括作业调度模块、作业执行模块和作业传输模块,核心部件作业分配

器负责将用户作业分配到资源池中相应的计算服务器上进行执行,如图3-1所示。

3.3.1 作业调度子模块

在云计算环境中,用户通过网络提交作业服务请求并且接收作业执行结果。作业

调度子模块(Task
 

Schedule
 

SubModel,TSSM)由一个有限大小的用户作业缓存队列
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图3-1 基于队列理论的细粒度云计算系统模型

和用户作业调度器构成。作业队列接收用户提交的作业请求并且维护一个先进先出

全局作业队列。用户作业调度器将用户作业调度到作业执行子模块(Task
 

Execute
 

SubModel,TESM)相应的计算服务器上进行执行。虽然云计算系统的用户很庞大,但

不同用户在相同时刻提交作业请求的概率很小,因此用户作业到达率可被描述为平均

到达率为λtssm 的泊松过程。

假设调度服务器的平均服务率为μtssm,则作业调度子模块可被建模为M/M/1队列

系统,当满足λtssm<μtssm 条件时,用户作业的平均响应时间可表示为rttssm=
1/μtssm

1-
λtssm

μtssm

。

本章中采用了基于强化学习的任务调度器实现用户作业的优化调度,具体实现将

在3.4节详细介绍。

3.3.2 作业执行子模块

作业执行子模块TESM从逻辑结构上可看成多台计算服务器相互并联而成。每

台计算服务器均由相应的子任务缓存队列和作业执行器(虚拟机)构成。用户作业调

度器将用户作业请求分配给某一具体的计算服务器的子任务缓存队列,作业执行器依

次从子任务缓存队列中取出用户作业请求,执行完毕后将执行结果输送到作业传输子

模块(Task
 

Transmission
 

SubModel,TTSM)。

本节假设所有的虚拟机同构并且具有相同大小的缓存空间m,则作业执行子模块

可被建模为一系列平行连接结构的M/M/1/m 队列系统。每台虚拟机以概率pi 接收
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作业调度器分配的用户作业。当条件λtesmi =piλtssm 和∑
N

i=1
pi =1满足时,队列系统稳

定。假设虚拟机平均服务率为μtssm,则第i个计算队列的响应时间可被表示为rttesmi =

1/μtesm

1-
λtesm

μtesm

。考虑到用户作业可能被分配到任何一个作业队列,则用户作业平均响应时

间可描述为rttesm=∑
n

i=1
pirttesmi ∑

n

i=1
pi

1/μtesm

1-
λtesm

i

μtesm

。

3.3.3 作业传输子模块

作业传输子模块由一个全局作业执行结果队列和作业传输器组成。结果队列收

到虚拟机发送的用户作业执行结果并维护一个先进先出全局结果队列。作业传输器

从结果队列中取出作业执行结果并返回给用户。假设执行结果的到达率为λttsm,作业

传输器的服务率为μttsm 并且满足条件λtssm<μtssm,与作业调度模块类似,作业传输模

块同样可被建模为M/M/1队列系统,平均响应时间可描述为rtttsm=
1/μttsm

1-
λttsm

μttsm

。

综上所述,云计算环境下用户作业的平均响应时间可表示为rttot=rttssm+rttesm+rtttsm。

3.4 基于强化学习的作业调度算法

作业调度器是用户作业执行序列和资源分配的控制器。一个设计合理的作业调

度器不仅能够降低系统响应时间,而且能够提高资源利用率和系统吞吐量。因此云计

算环境下的作业调度策略设计是云计算研究领域的一个重要课题。以著名的Google

云计算平台为例,其 Hadoop中的作业调度算法的研究方向主要包括数据本地化、任

务推测机制以及异构环境等。

3.4.1 强化学习

强化学习属于机器学习的一个重要分支,它是智能体从环境状态到动作映射的学
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习,以使动作从环境中获得的累计回报值最大。通常假定环境是马尔可夫型的,强化

学习过程可以使用一个马尔可夫决策过程表示,其中状态转移概率和回报函数分别为

Pa(s,s')=Pr(st+1=s'∣st=s,at=a)和Ra(s,s')=E(rt+1 ∣st=s,at=a,st+1=s')。

智能体从当前状态st∈S 采取任一可选动作at∈A(st),然后转移到状态st+1 并

得到立即回报rt。动作选择不仅取决于立即回报,而且取决于将来可能得到的累计回

报。本节采用Q 学习算法实现用户作业调度。Q 值函数定义如下:
 

Q(s,a)=E ∑
∞

γkrt+k+1 ∣st=s,at=a  (3.1)

式中,0<γ<1为折扣因子。最优值函数Q*(s,a)定义如下:
 

Q*(s,a)=∑Pa(st,st+1)(Ra(st,st+1)+γmax
at+1

Q*(st+1,ai+1)) (3.2)

式中,si+1 和at+1 分别表示下一个状态和动作。

强化学习通过智能体的试错来发现最优行为策略π:
 

S→A。优化策略π*定义为

任意初始状态下的最大累计回报,即

π*(s)=
 

argmax(Ra(st,st+1)+γ∑Pa(s,st+1)Q*(st+1,at+1)) (3.3)

3.4.2 基于强化学习的用户作业调度算法

正如3.3节所述,作业调度器实现用户作业从全局队列到任务执行队列的调度。

假设云计算平台中某一时刻运行着的计算服务器的个数为N,且每个服务器拥有的计

算资源和计算能力相同,每台计算服务器的缓存队列容量均为 M,记计算服务器i的

缓冲队列剩余容量为si,则整个资源池中作业调度器可支配的剩余容量为0≤si≤

(M×N)。

作业调度器的工作过程可描述如下:
 

假设Ti 为第i个用户作业到达作业调度器

时刻,作业调度器首先根据资源池中每个计算服务器缓冲队列剩余容量为si、计算服

务器当前作业执行时间以及等待作业的预计执行时间等参数做出作业调度决策,然后

将第i个用户作业放置到某个计算服务器的缓存队列之中,最后作业调度器更新资源

池中每个计算服务器缓冲队列剩余容量为si-1并等待下一个用户作业的到达。

由于云计算系统在整个运行过程之中,计算服务器会不停地执行用户作业,直到

缓冲队列为空,所以资源池中每个计算服务器缓冲队列剩余容量是实时变化的,作业

调度器需要定时更新资源池中每个计算服务器缓冲队列剩余容量。因此,作业调度器
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的优化目标就是在资源池中同时运行多台计算服务器的环境下,合理调度用户作业,

使其协同工作并实现在系统运行时段内用户作业完成率最大。该优化目标可表示为:
 

Minimize
0≤∑

N

i=0
si≤M×N  

rttot

subject
 

to

0<λtssm <utssm

0<
λtssm

utssm
<1, ∀i=1,2,…,N

∑
n

i=1
piλtesmi <utesm, ∀i=1,2,…,N

0<
∑
n

i=1
piλtesmi

utesm
<1, ∀i=1,2,…,N

0<λttsm <uttsm

0<
λttsm

uttsm
<1

(rttssm+rttesm+rtttsm)≤SLA

∑
n

i=1
piλtesmi ≤λtssm, ∀i=1,2,…,N (3.4)

  该作业调度算法满足马尔可夫决策过程,相应的概念可定义如下:
 

(1)
 

状态空间。对于云作业调度问题,状态可被定义为虚拟机的缓冲队列剩余容

量si,则对于整个云计算平台,状态空间可表示为si=(s1,s2,…,sn)。

(2)
 

动作空间。对于作业调度器中的第j个用户作业请求,定义动作(0/1)ji 表示

第j个用户作业分配到第i台虚拟机。因此云作业调度算法的动作空间可描述为向量

形式,例如,ai=(0,1,0…,0)2i,该向量表示用户作业请求分配到第2台虚拟机。

(3)
 

立即回报。本章以系统当前运行状态和作业调度效率作为立即回报。本章设

计的回报函数基于以下两点考虑。

①
 

如果当前虚拟机的缓存队列大小为M,则该用户作业将会被立即执行,等待时

间和响应时间都为最小;
 

②
 

尽管当前虚拟机拥有很多空余缓存空间,若正在被执行的作业需要较长时间才

能完成,则该队列中用户作业的等待时间和响应时间也会较长。本节设计的回报函数
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如下:
 

r=

1, wt<wt且si=max(si)
 
0, wt<wt
 
-1, 其他

􀮠

􀮢

􀮡

􀪁
􀪁􀪁
􀪁
􀪁􀪁

(3.5)

式(3.5)中wt表示平均等待时间。

Q 学习通过与环境不断地交互和试错,利用环境反馈的评价信号实现决策的优

化,其在线学习、免建模、以最大长期累计回报代替立即性能回报等特点使其成为强化

学习的一个重要方法,特别适合于学习者对环境了解甚少和动态、复杂环境下策略的

自适应学习,Q 值表迭代更新过程如下:
 

Q(st,at)=Q(st,at)+a*[rt+1+γ*Q(st+1,at+1)-Q(st,at)]
 

(3.6)

式(3.6)中α和γ 分别表示学习率和折扣率。Q 学习伪代码如算法3.1所示。

算法3.1 Q 学习伪代码

1. Initialize
 

Q
 

table
2. Initialize

 

state
 

st

3. error
 

=
 

0
4. repeat
5.  for

 

each
 

state
 

s
 

do
6.   at=get_action(st)

 

using
 

ε-greedy
 

policy
7.    for

 

(step=1;
 

step<LIMIT;
 

step++)
 

do
8.     Take

 

action
 

at
 observe

 

r
 

and
 

St+1

9.     Qt=Qt+a*(r+γ*Qt+1-Qt)
 

10.     error=MAX(error|Qt-Qprevious-t)

11.     st=st+1,at+1=get_action(st),at=at+1

12.    end
 

for
13.  end

 

for
14. until

 

error<θ

3.4.3 状态简约

在多计算服务器系统的用户作业协同调度问题中,系统状态空间的大小会随着计

算服务器个数的增加和缓存库容量的增加而呈指数形式增长,从而导致维数灾难,影

响学习算法的收敛速度和优化效果。
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假设每台计算服务器的缓存队列容量均为M,记计算服务器i的缓冲队列剩余容

量为si,则有0≤si≤M。由于缓冲队列通常数目较大且实时变化,因此很难掌握其准

确的数值,而且也没有必要掌握其精确数值。定义抽象函数ϕ:Si→Ei,则对任意的

si,ϕ(si)∈Ei 为聚类后的一个抽象状态。抽象反函数{ϕ-1(ei)|ei∈Ei}将原始状态

空间Si 划分成多个子类,即聚类后的抽象状态空间。本节根据缓存队列剩余容量的

大小,将原始状态空间划分成5个抽象状态,映射过程如下:
 

E=

Sv, si=0

Sl, si ∈ 1,M3  
Sm,si ∈

M
3+1,

2M
3  

Sh, si ∈=
2M
3 +1,M -1  

Sf, si=M

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁

(3.7)

式(3.7)中下标v、l、m、h、f分别表示剩余缓存队列的状态为空(缓存队列已满)、有较

少缓存空间、中等缓存空间、较多缓存空间、全空。因此,经过状态聚类后,抽象状态空

间为Ei={Sv,Sl,Sm,Sh,Sf}。设对于第i个用户作业请求,作业调度器采取的动作

只与聚类状态Si 有关,记为ai(Si)。显然系统存在如下两种状态,其动作具有特

殊性。

(1)
 

队列空Sv。作业调度器拒绝将用户作业请求分配给剩余缓存队列为空的作

业执行器,即ai(Sv)=0。

(2)
 

队列满Sf。作业调度器优先将用户作业请求分配给剩余缓存队列为满的作

业执行器,即ai(Sf)=1。

对于其他的状态空间Ei={Sl,Sm,Sh},作业调度的优先级依次增大。

对于第i个用户作业请求,作业调度器的策略可记为vi(a(sv),a(sl),a(sm),

a(sh),a(sf)),状态转移记为(ei(ti),ai(ei(ti)),ei(ti+1)),对应一个观测状态样本

<si(Tn),ai(ei(ti)),si(Tn+1),wi(Tn),μi(Tn)>,状态转移的即时回报r(ei(ti),

ai(ei(ti)),ei(ti+1)),则状态聚类下的Q 学习伪代码如算法3.2所示。
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算法3.2 状态聚类下的Q学习伪代码

1.
 

Initialize
 

State
 

aggregation
 

ϕ:Si→Ei

2.
 

Initialize
 

Q
 

table
3.

 

error
 

=
 

0
4.

 

repeat
5.

 

 for
 

each
 

abstract
 

state
 

Ei
 do

6.
 

  Update
 

Q-value
 

table
 

using
 

Algorithm
 

1
7.

 

 end
 

for
8.

 

until
 

error<θ

3.5 性能评估

根据采用的云计算平台模型和设计的作业调度算法,分别在 Matlab和CloudSim

平台上进行性能验证。课题组开发了基于离散事件驱动的数值仿真器,实现了本章设

计的基于强化学习的用户作业调度算法Q-sch,并与流行的静态作业调度算法(平均作

业调度算法Equ-sch)、动态作业调度算法(随机作业调度算法Ran-sch、混合作业调度

算法 Mix-sch)等进行比较。

3.5.1 仿真云平台实验验证

1.
 

不同作业到达率下的响应时间比较

  图3-2所示为用户作业到达率从10个/秒增加到20个/秒,各种作业调度算法响

应时间的比较结果。图3-3所示为作业服务率从1个/秒增加到5个/秒,各种作业调

度算法响应时间的比较结果,实验结果均证明本课题设计算法优于对比算法。

2.
 

不同服务率下的响应时间比较

图3-4为相同用户作业到达率和虚拟机服务率下,各种算法虚拟机资源利用率和

负载均衡的差异,从实验结果可见,本章算法不仅能够提高虚拟机资源利用率,而且实

现了各虚拟机的负载均衡。

3.
 

不同缓存空间大小下的响应时间比较

图3-5为不同缓存大小(队列长度)对用作业响应时间的影响,实验结果表明各种
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图3-2 不同到达率下作业响应时间比较

图3-3 不同服务率下作业响应时间比较

图3-4 相同到达率和服务率下各虚拟机性能分析
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作业调度算法均对缓存大小(队列长度)不敏感。

图3-5 不同缓存下用户作业响应时间比较

4.
 

不同作业到达率和服务率下的响应时间比较

图3-6为用户作业响应时间随作业到达率和虚拟机服务率变化情况,实验结果表

明,用户作业响应时间随作业到达率增加和服务率降低呈指数增长趋势。从该实验结

果表明,可从以下两个方面优化云平台性能:
 

根据用户作业到达率动态调整系统资源,

实现虚拟机服务率的自适应调整以避免违反服务等级协议;
 

在确定的系统资源约束

下,可以动态调整用户作业到达率,以实现降低作业响应时间,提高云平台服务

质量。

图3-6 响应时间随到达率和服务率变化情况
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3.5.2 真实云平台实验验证

根据用户作业到达情形和响应要求的不同,在标准云计算测试平台CloudSim上

分别进行在线作业调度和离线作业调度验证。在线作业调度为用户作业连续到达,要

求作业调度算法具有实时响应能力和低的时间复杂度;
 

离线作业调度为用户作业批到

达,要求作业调度算法能够根据用户作业对系统资源的需求和系统运行状态进行优化

调度。本章设计的基于强化学习的用户作业调度算法Q-sch,并与流行的先进先出作

业调度算法FIFO-sch、公平作业调度算法Fair-sch、贪婪作业调度算法Greedy-sch、随

机作业调度算法Ran-sch等进行比较,选用平均响应时间作为衡量指标。

1.
 

在线作业调度算法

从图3-7的实验结果可得到以下结论,首先在相同的云资源供给条件下,各种作业

调度算法的平均响应时间均随着作业数量的增多而增大;
 

其次各种作业调度算法的响

应时间均随着作业数量的增多而逐渐趋向汇聚;
 

最后证明课题组算法优于对比算法。

在线作业调度算法参数设置如表3-1所示。

图3-7 不同作业数下的平均响应时间比较

表3-1 在线作业调度算法参数设置

参  数 取  值

作业长度 (1~2)×1010 条指令

作业总数 100~1000
虚拟机总数 5
虚拟机频率 每秒(1~3)×109 条指令
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续表

参  数 取  值

虚拟机内存 512~2048MB
虚拟机带宽 500~1000MB/s
虚拟机缓存 10~50
物理机数量 5
数据中心数量 1
主机数量 1

2.
 

离线作业调度算法

图3-8为本章设计的基于强化学习的用户作业调度算法Q-sch,并与流行的遗传

作业调度算法SGA-sch、改进的遗传作业调度算法 MGA-sch等进行比较,选用平均完

成时间作为衡量指标。图3-8的实验结果同样证明课题组算法的优越性。离线作业调

度算法参数设置如表3-2所示。

图3-8 不同作业数下的平均完成时间比较

表3-2 离线作业调度算法参数设置

参  数 取  值

作业长度 (1~10)×1010 条指令

作业数量 10~30
虚拟机数量 10
虚拟机频率 每秒(1~5)×108 条指令
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续表

参  数 取  值

虚拟机内存 512~2048MB
虚拟机带宽 500~1000MB/s
虚拟机缓存 10~50
物理机数量 1或2
数据中心数量 2
主机数量 2

3.6 小结

本章深入研究了云计算平台中用户作业的优化调度问题,设计了基于队列理论的

云计算平台模型,该模型由相互连接的3个子模块组成并且能够刻画云计算服务过

程。通过该模型,分析了每个子模块的响应时间,设计了一种新颖的基于强化学习的

用户作业调度算法。仿真和真实云计算环境下的实验结果表明,本章算法不仅能够提

高资源利用率,而且揭示了系统性能指标直接的隐含关系。

今后打算从以下几个方面进行扩展研究:
 

协同作业调度和资源供给,期望进一步

降低响应时间;
 

深入研究云实例,考虑虚拟机宕机、迁移、通信费用等多种因素对调度

算法的影响等。


